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Zastosowanie sztucznych sieci neuronowych do klasyfikacji
uszkodzen ukladéw biegowych pojazdéw szynowych
za pomoc3 sygnaléw wibroakustycznych

Praca przedstawia wyniki badan dotyczqcych mozliwosci wykorzystania sygnatow wibroakustycznych do
okreslania (klasyfikacji) uszkodzen ukiadéw biegowych pojazdoéw szynowych i stanowi kontynuacje arty-
kutu [2] w oparciu o nowq serig pomiaréw, jak tez w oparciu o zastosowanie innych metod przetwarzania

sygnatow pomiarowych.

1. Wstep

Celem pracy jest odpowiedZ na pytanie czy sygnaty wibro-
akustyczne rejestrowane w szynie niosg dostateczna informa-
cje pozwalajaca na wiarygodne wykrywanie na ich podstawie
uszkodzen uktadow biegowych przejezdzajacych pojazdow.
Dodatkowym celem pracy byto tez przebadanie i zapropono-
wanie efektywnych procedur ekstrakcji cech istotnych z
sygnatu wibroakustycznego oraz metod klasyfikacji z zasto-
sowaniem sieci neuronowych pozwalajacych przeprowadzié
mozliwie poprawna klasyfikacje uszkodzen. Praca niniejsza
jest czegécig tematu badawczego, ktoérego geneze i aspekty
pomiarowe omdéwiono w artykutach [2,3,4]. Prace realizowa-
ne byly w ramach projektu badawczego nr 9 T12C 017 15 pt.
. Wybor sygnalow wibroakustycznych ovaz metod ich prze-
twarzania i analizowania dla oceny stanu technicznego ukla-
du biegowego pojazdéw szynowych”.

W odroznieniu od eksperymentoéw opisanych w artykule
[2] znacznie rozszerzony zostal zbidr danych pomiarowych
(patrz tabela 1) - przeprowadzono 82 nowe pomiary o nume-
rach 72-153. Cze$¢ nowych pomiardw, tak jak poprzednio,
dotyczyta braku uszkodzenia oraz uszkodzenia sprezyny
zawieszenia I stopnia w wézku, symulowanego jej zabloko-
waniem. Pozostate pomiary zostaly przeprowadzone podczas
symulacji awarii ttumika ciernego, jako nowego typu uszko-

jednej z 3 klas (brak uszkodzenia 1 2 typy uszkodzen), co
pozwala na przeprowadzenie znacznie glebszej analizy moz-
liwoéci wykrywania wielu uszkodzen jednoczeénie, a nie tak
jak dotychczas jedynie uszkodzenia lub braku uszkodzenia.
Cze$é nowych pomiaréw (o numerach 109-116 i 122-153)
zostalo przeprowadzonych przy wyzszych predko$ciach
przejazdu wagonu na odcinku pomiarowym (10<v<16 km/h).
Przy tak duzej predkosci widmo sygnalu znacznie 16zni sig
od widm sygnaléw pomierzonych przy predkodciach
2-4 kmv/h i tym samym polaczenie pomiaréw o tak zréznico-
wanych predko$ciach w jeden zbiér znacznie komplikuje
problem klasyfikacji w sytuacji braku jakiejkolwiek informa-
cji o predkodei ruchu wagonu. Z tej przyczyny uwzgledniono
informacjg o predkosci jako jeden z parametréw podawanych
na wejécie systemu klasyfikujacego.

Caly schemat przetwarzania sygnaléw pomiarowych
(system klasyfikacyjny) przedstawiony narys. 1 jest podobny
do modelu zaproponowanego i uzasadnionego w poprzedniej
pracy. Sktada si¢ z 2 zasadniczych faz: fazy wydobywania
cech istotnych (parametryzacja) z fragmentdw sygnatow
wibroakustycznych przedstawionych w dziedzinie czasu
i w dziedzinie widma oraz fazy klasyfikacji. Wybrane cechy
istotne po polaczeniu z innymi dostgpnymi informacjami np.
o predko$ci przejazdu stanowia zbioér parametréw podawa-
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Rys. 1. Schemat systemu klasyfikacyjnego wykorzystanego w eksperymentach opisanych w pracy
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klasyfikujacym moze by¢ w tym wypadku algorytm oparty o
pewne kryterium geometryczne przynaleznosci przykladow
do pewnych obszaréw (klastréw) w przestrzeni parametréw,

drzewo decyzyjne lub sie¢ neuronowa. Ze wzgledu na nieli-
niowoéé problemu jak tez ciaglo$¢ wystepujacych tu wartosci

parametr6w, najlepsze perspektywy przedstawia ta ostatnia. -

Tabela1 -
Zestawienie pomiaréw
Pomiafy przeprowadzone w okresie od 11.1999 do 03.2000 Pomiary przeprowadzone od 03.2000 — nowa grupa pomia-
) : 6w
Lp. Data typ typ wy- | typ czujni- | 'V [km/h] Lp. data typ typ wy- | typ czuj- \2
pomia- | uszko- | muszenia ka pomia- | uszko- | muszenia nika (km/h]
Tu dzenia ’ ru dzenia . -

1 19.11 | brak | blaszka Piezo 2 72-74 30.05 thy ' blaszka piezo - 2
2-6 19.11 | brak 7| blaszka Piezo 4 75-86 30.05 | th blaszka piezo 4
7-9 19.11 spr | blaszka Piezo 4 . 87-89 | 30.05 tha blaszka Poj 2

10-13 | 19.11 | spr blaszka Piezo 2 90-101 30.05 thu _blaszka Ppoj 4
14-15 | 08.03 spr klin Piezo - 2 102-106 | 31.05 th klin -piezo 4
16-18 | 08.03 spr blaszka Piezo 2 107-108 | 31.05 thu Klin piezo .2
19-22 | 08.03 | spr blaszka Piezo 4 109-112 | 31.05 thu | klin piezo 10-16
23-24 1 08.03 spr klin Piezo 4 113-116 | 31.05 thu blaszka piezo 10-16
25-27 | 08.03 | spr klin Piezo 2 117-120 | 31.05 tha klin poj 4
28 09.03 spr klin Ind 2 121 31.05 thu klin Poj 2
29-31 | 09.03 spr blaszka Ind 2 122-124 | 31.05 tha klin poj 10-16
32-36 | 09.03 | spr blaszka Ind 4 125-126 | 31.05 thu blaszka poj 10-16
37 09.03 spr klin Ind 2 127-130 | 08.06.| brak klin ) piezd 10-16
38-40 | 09.03 spr klin Ind 4 131-133 | 08.06 | brak | blaszka piezo 10-16
41 09.03 spr klin Ind 0 134-136 | 08.06 spr blaszka piezo 10-16
42 09.03 spr klin Ind 2 137-139 | 08.06 spr . klin piezo 10-16
43 09.03 spr blaszka Ind 2 140 08.06 spr blaszka piezo 10-16
44-46 | 30.03 | brak | blaszka Piezo 2 141-144 | 08.06 | brak klin Poj 10- 16
47-49 7 30.03 | brak | blaszka Piezo 4 145-147 | 08.06 | brak | blaszka qu 10-16
50-51 | 30.03 | brak Klin Piezo 2 148-150 | 08.06 spr blaszka Poj 10-16
52-56 | 30.03 | brak Klin Piezo 4 15 1—152 08.06 | spr klin Poj 10-16
57-59 | 30.03 brgk Blaszka Poj 2 153 08.06 spr blaszka poj 10-16
60-63 | 30.03 | brak | Blaszka Poj 4 Zastosowane skréty: spr-uszkodzenie sprezyny, thu-
, i uszkodzenie ttumika, poj-czujnik pojemnosciowy, ind-
64-66 | 30.03 | brak Klin Poj 2 czujnik indukcyjny
67-71 | 30.03 | brak Klin Poj 4
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W artykule przedyskutowano sposob podziatu danych na
podzbiory -do- uczenia 1 testowania, opisano zastosowang
metode ekstrakcji 1 selekeji cech istotnych, gdzie podano tez
wyniki klasyfikacji uzyskane w zaleznoéci od wyboru zakre-
su czestotliwosci widma sygnatow pomiarowych, oméwiono
wptyw struktury sieci neuronowej na jako$¢ klasyfikacji oraz
dodatkowo przedstawiono wykresy obrazujace rozmieszcze-
nie przyktadow z réznych klas po transformacji przestrzeni
wybranej grupy parametréw do dwéch wymiaréw przy po-
mocy metody PCA (Principal Component Analysis).

Nie wszystkie sposoby rozwiazania problemu, zaré6wno
wydobywania cech jak i samej klasyfikacji, dostepne w lite-
raturze jak i autorskie byly mozliwe do zweryfikowania z
powodu matej liczby sygnaléw pomiarowych, dlatego w
ostatnim -punkcie przedstawiono dyskusj¢ dotyczaca mozli-
wodci poprawienia jako$ci klasyfikacji, dzigki m. in. ewolu-
cyjnym metodom selekcji parametréw, zastosowaniem in-
nych metod wydobywania cech zwlaszcza w dziedzinie cza-
su, jak tez niekonwencjonalnym (dedykowanym dla konkret-
nego problemu) metodom budowy sieci neuronowe;j.

2. Sposéb przeprowadzenia eksperymentow

2.1. Podzial zbioru przykladéw na podzbiory do testu i
nauki ‘

Gléwnymi zatozeniami podziatu bylo z jednej strony zapew-

nienie niezalezno$ci systemu klasyfikujacego od przyktadow

~ testowych fak, Zeby na podstawie wynikow klasyfikacji tych
przyktadéw mozna bylto przewidzie¢ zachowanie systemu w
stosunku do sygnatéw pomierzonych w przyszlo§ci juz w
trakcie pracy gotowego systemu, a z drugiej strony zapew-
nienie odpowiedniej reprezentacji przyktadéw do nauki po-
zyskanych w réznych okolicznoéciach tzn. w rdéznych warun-
kach pogodowych, przy réznych predkosciach przetaczania
wagonow, roéznych typach czujnikéw i wymuszeniach. Nie-
stety, ze wzgledu na matg liczbe przyktadéw w stosunku do
réznorodnos$ci tych atrybutéw oba powyzsze zalozenia mogg
by¢ spelnione tylko cze$ciowo, dlatego zdecydowano si¢ na
zbadanie jako$ci klasyfikacji dla dwoch réznych metod po-
dziatu.

Pierwsza metoda podziatu na przyktady o numerach pa-
rzystych do nauki i nieparzystych do testowania sposrod 153
przykladéw ulozonych w kolejnosci chronologicznej opiera
si¢ na pewnym intuicyjnym spostrzezeniu, ze warunki w
jakich wykonywane byly pomiary niewiele zmieniaty si¢ w
dtugich okresach czasu i dzigki temu mozna zatozy¢é, ze za-

-réwno w zbiorze do nauki jak 1 testowym pomiary przepro-
wadzane w roznych warunkach (z réznymi atrybutami) sa
dobrze reprezentowane. Metoda ta jednak nie uwzglednia
innych, nieznanych warunkéw dokonywania pomiaréw, ktére
moga wystapi¢ w przyszlosci 1 znacznie pogorszy¢ jako$é
klasyfikacji nieprzygotowanego do nich systemu.

Wadg t¢ czeéciowo eliminuje druga metoda podziatu po-
legajaca na losowaniu przyktadéw do nauki i testu z podzbio-
row przykladéw odpowiadajacych poszczegdlnym klasom
uszkodzen. Jednak 1 tutaj mozna sig¢ spodziewaé uzyskania
wynikow przesadnie pesymistycznych, co zwigzane jest z
matg liczba przykladow. Nalezy spodziewaé sie, ze przy
duzej liczbie pomiardéw w rdéznych warunkach wzro$nie
prawdopodobienstwo pelnej reprezentacji wszystkich atry-
butéw w zbiorze do nauki i tym samym oczekiwana rzeczy-

wista jako§¢ klasyfikacji mierzona procentowym biedem
klasyfikacji przyktadéw testowych bedzie zblizala sie do
wyniku uzyskanego z zastosowaniem metody podziatu na
zbiory parzyste i nieparzyste.

2.2 Parametryzacja

Parametryzacja polega z grubsza na wydobyciu mozliwie
najlepiej dyskryminujacej grupy cech sygnatéw na podstawie
wszelkich dostepnych informacji tzn. cech najbardziej cha-
rakterystycznych pod wzgledem przynaleznosci poszczegol-
nych sygnatéw do klas. W tym wypadku Zrodlem informacji
wejéciowe] do parametryzacji jest ciag probek sygnatu w
dziedzinie czasu i w dziedzinie widma po przeprowadzeniu
transformacji FFT z fragmentu sygnatu pomiarowego doty-
czacego zjazdu pierwszego kota wozka wagonu z elementu
wymuszajacego. Znalezienie optymalnego zbioru parame-
tréw nie jest zadaniem tatwym ze wzgledu na duzg nielinio-
wo§¢ problemu optymalizacyjnego i brak dokladnych kryte-
ribw oceny przydatno$ci grup parametréw. Najwazniejszymi
zadaniami parametryzacji jest ekstrakcja cech czyli wydoby-
cie najbardziej warto§ciowych dla potrzeb klasyfikacji para-
metré6w z niecobrobionego sygnalu oraz selekcja tak uzyska-
nych parametréw czyli okreslenie optymalnej ich liczby i
wybdr najlepszego ich zestawu do celéw klasyfikacii.

Dla oceny jakosci grup parametréw, czyli stopnia sepa-
rowalno$ci przykiadéw nalezacych do poszczegdlnych klas w
oparciu dang grupg parametréw mozliwe jest skorzystanie z
rdéznych kryteriow oceny stopnia ztozonos$ci problemu. Lite-
ratura [1,5,12] podaje wiele takich kryteriow. zwigzanych z
odlegloscig poszczegdlnych klas od siebie (kryterium odle-
gloSciowe), estymatorami wariancji 1 warto§ct §rednich dla
poszczegdlnych parametrow (test Bahrensa-Fishera), jak 1
kryteria bazujace na macierzy kowariancji klas (odleglosc
Mahalonobisa. Jednak wszystkie powyzsze kryteria tylko w
stopniu mniej Iub bardziej adekwatnym do typu problemu
przyblizaja rzeczywista jego ztozono§¢. W tej sytuacji najlep-
szym kryterium oceny separowalno$ci wydaje sig uzycie
samego klasyfikatora i zmierzenie biedu klasyfikacji przy-
ktadow testowych.

2.2.1. Ekstrakcja parametréw

Ze wzgledu na bardzo duzg wymiarowo$¢ sygnatéw pomia-
rowych (od 3280 do 16384 probek dla kazdego sygnatu)
ekstrakcja najbardziej istotnych cech moze odbywaé sig dro-
ga eksperymentalna przy pomocy programowania ewolucyj-
nego z kazdorazowym sprawdzaniem przydatno$ci parame-
tréw przy uzyciu systemu klasyfikujacego umozliwiajacego
obliczenie $redniego bledu klasyfikacji przyktaddéw testo-
wych. Jest to metoda bardzo czasochtonna obliczeniowo i
wymagajaca duzej liczby przykitadéow zapewniajacej odpo-
wiednia wiarygodno§¢ oceny  przydatno$ci parametréw.
Druga mozliwoscia ekstrakcji parametréw jest cze$ciowo
intuicyjny, a czg§ciowo poparty literaturg wybor rozwigzah
stosowanych w praktyce przetwarzania tego typu sygnatow.
W pracy wykorzystano t¢ drugg metode i skupiono sie na
$rednich amplitudach w wybranych przedziatach czestotliwo-
§ci widma sygnalu znormalizowanych wzgledem $redniego
widma catego sygnatu (wzor 1),
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22 Six | /3 Xl
1 j=ny ]— 1
gdzie:
- P;jest warto§cia i-tego parametru,
- X;, j=Ni, Ny+1,..., Ny jest widmem pomierzonego sy-
gnatu,

- my, np 0znaczaja numery pierwszej 1 ostatniej probki

widma sygnalu w i-tym przedziale czestotliwosci.
Dodatkowo przetestowano przydatno§¢ momentow widmo-
wych oraz niektérych parametréw w dziedzinie czasu.

2.2.2. Selekcja parametrow

Traktujac kazdy parametr jako wspélrzedna mozna wyobra-
zi¢ sobie kazdy przyktad do nauki lub testu jako punkt w
N-wymiarowej przestrzeni, gdzie N-liczba parametréw w
wybranym zbiorze parametréw. Budowa systemu klasyfiku-
jacego w fazie nastepnej polega na znalezieniu takiej funkcji
f, ktora przyporzadkowuje kazdemu przyktadowi do nauki
odpowiedniag klasg i jednoczesnie aproksymuje nieznana
funkcje f realizujaca to przyporzadkowanie réwniez dla
przyktadéw nieprzyjetych do nauki, w tym przyktadéw te-
stowych oraz nieznanych w danej chwili, ale mozliwych do
pozyskania w przysziosci. Zdolno$¢ takiej aproksymacii,
inaczej uogolniania lub generalizacji, wiaze sie z. wyznacze-
niem w trakcie nauki pewnych obszaréw w przestrzeni para-
metréw w otoczeniu punktéw odpowiadajacych przykladom

" do nauki. Im wieksza jest wymiarowo$¢ przestrzeni parame-

trow (wiecej parametréw), tym fatwiej jest znalez¢ funkcje f,
ale mniejsze jest prawdopodobienstwo, ze funkcja ta dobrze
aproksymuje funkcje f* za wzgledu na wzrost ilosci mozli-
wych funkcji realizujacych to samo odwzorowanie w oparciu
o zbior przykladow do nauki, ale zle klasyfikujacych pozo-
state przyklady. Istnieje pewien optymalny (dla znanego
zbioru przyktadow) zbidr parametrow o optymalnej licznosci
trudny do wyznaczenia nawet w przyblizeniu ze wzgledu na

brak dokladnych kryteridéw oceny stopnia zlozonosci proble-

mu objawiajacego sie w duzej mierze rodzajem rozktadu
warto$ci parametrow woko6t warto$ci §rednich. Przy zatozeniu
rozldtadu losowego i pewnych uproszezeniach w pracy Vapni-
ka i Chervonenkisa ([6], str.184) podane zostaty wzory uza-
lezniajace btad klasyfikacji wszystkich przykiadéw od liczby
przykiadéw do nauki oraz zlozonosci sieci neuronowej zwia-
zanej miedzy innymi z liczbg parametréw wejsciowych. Przy
mniej oczywistych rodzajach rozkladoéw optymalna liczba
parametréw moze by¢ wyznaczona jedynie eksperymentalnie
na podstawie duzej liczby préb nauki i testowania systemu
klasyfikujacego przy réznych zestawach parametrow.

2.3. Metody klasyfikacji

Jako standardowego klasyfikatora uzytego we wszystkich
eksperymentach opisanych w pracy wykorzystano sie¢ neu-
ronowa dwuwarstwowsa <z propagacja wsteczng blg-
du {1,6,7,13]. Sie¢ uczona byta metoda wsadowa (batch lear-
ning) przy pomocy algorytmu Levenberga-Marquardta {7] na
podstawie zbioru przyktadéw do nauki, a nastgpnie testowana
na catym zbiorze przykladéw (uczacym i testujacym) i jesli
bezblednie klasyfikowata wszystkie przykiady do nauki to
wynik klasyfikacji przyktadéw testowych wliczany byl do
sredniej.

W pracy zrezygnowano na obecnym etapie z uzycia
drzew decyzyjnych jako mmniej przydatnych w przypadku
ciagtych warto§ci parametréw, chociaz w praktycznych za-
stosowaniach systemu klasyfikacyjnégo moze zaistnie¢ po-
trzeba wstepnego podzialu zbioru przykladéw w oparciu o
pewne parametry o warto§ciach symbolicznych lub dyskret-
nych np. rézne rodzaje czujnikdéw, rézne klasy uszkodzet itd.

2.4. Sposo6b océny jakosci kiasyfikacji i:,podziai problemu
klasyfikacji

Korzystajac ze zbioru 153 sygnaléw pomiarowych wraz z
informacja o predkoéci przetaczania wagonéw po odcinku
pomiarowym (tabela 1), oraz na podstawie modelu przedsta-
wionego na rys. 1 wykonano szereg symulacji komputero-
wych systemu . klasyfikujacego z zastosowaniem pakietu
Matlab. Gtéwnym kryterium oceny kazdej wersji systemu byt
éredni blad klasyfikacji przykladéw testowych, nie uzywa-
nych podczas budowy i nauki systemu. Kazdorazowo obli-
czane byto rtéwniez odchylenie standardowe bigdu klasyfika-
cji w celu sprawdzema wiarygodnosci uzyskanych wynikow.
Zarbéwno blad testu jak i odchylenie standardowe tego bledu
obliczane byly tylko dla nauki sieci neuronowej zakoficzonej

pelnym sukcesem, tj. zerowym bledem klasyfikacji przykta-
“dow uzytych do nauki. Ze wzgledu na duze réznice w prze-

biegu widma sygnatu dla matych i duzych predkosci przeta-
czania wagon6w zdecydowano si¢ na podziat problemu kla-
syfikacji dla predkosci 2- 4 km/h oraz 10-16 km/h. Kolejny
podziat problemu dotyczy podziatu przyktadéw zwiazanych z
uszkodzeniem na dwie klasy uszkodzen: uszkodzenie sprezy-
ny w zawieszeniu oraz awarig tlumika ciernego. Powodem
oddzielnego klasyfikowania obu uszkodzen jest r6zny cha-
rakter badanych uszkodzef objawiajacy sie potencjalnie
réznymi optymalnymi zakresami czgstotliwosci wydobywa-
nia parametrow, réznymi predkosciami ruchu wagonow
sprzyjajacymi wykryciu réznych uszkodzen oraz réznym
stopniem zlozono$ci problemoéw klasyfikacji roznych uszko-
dZGﬁ :

3. Wymk1 eksperymentow

Ze wzgledu na zbyt ma%q liczbe sygna%ow pomiarowych po
dotychczasowych pomiarach w stosunku do zlozonosci pro-
blemu, nie pozwalajaca na uzyskanie wiarygodnych wartosci
kryteriéw porownawczych parametryzacja ograniczona

. zostata ‘do, intuicyjnego vyyboru 8-9 parametrow jako opty-
malnej liczby parametrow podanej na wejscie sieci neurono-

wej. W wigkszoéci eksperymentow wykorzystano Srednie
wartoéci amplitud widma sygnatu w wybranych przedziatach
czestotliwoéei (wedtug wzoru 1) wraz z informacja o predko-
§ci jako standardowy zbiér parametréw. Ponadto . poréwnano
jako§¢ klasyfikacji parametréw uzyskanych z sygnalu w
dziedzinie czasu, jak rdéwniez momentéw widmowych w
dziedzinie czestotliwosci. Jednak wyniki tych symulacji
okazaly sie nieco gorsze od wynikéw symulacji dla standar-
dowego zbioru parametréw. W przypadku parametréw w
dziedzinie czasu glownym problemem okazaly sig trudnosci
zwigzane z wyznaczeniem chwili spadku kota z przeszkody
oraz duza zmienno$¢ obwiedni amplitudy sygnatu zwigzana
prawdopodobnie z réznymi warunkami wykonywania pomia-
réw, natomiast momenty widmowe prawdopodobnie nie
wrniosty zadnej nowej informacji w stosunku do zbioru para-
metréw standardowych.
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d) Indeksy grup parametréw i odpowiadajace im
przedzialy czestotliwosci

Indeksy Przedzialy
1 20-300 Hz
2 30-370 Hz
3 50-450 Hz
4 80-550 Hz

5 110-700 Hz

6 140-900 Hz

7 180-1200 Hz

8 230-1500 Hz

9 300-2200 Hz

10 370-3200 Hz

11 450-5000 Hz

12 550-7000 Hz

13 700-9000 Hz

Rys. 2. Wyniki klasyfikacji przyktadow testowych w zaleznosci od zakresu czestotliwosei widma §ygnatu uzytego do ekstrakcji parametréw

W celu sprawdzenia optymalnego zakresu czgstotliwosci
widma dla celéw parametryzacji poréwnano jako §¢ klasyfi-
kacji w oparciu o 8 parametréw zgrupowanych w okienku
czgstotliwo§ciowym przesuwajacym si¢ od najmniejszych do
najwigkszych czgstotliwos$ci widma (rys. 2) w przedziatach
od 10-300 Hz do 700-9000 Hz. Jako klasyfikatora uzyto sieci
neuronowej z 10 neuronami w warstwie ukrytej. Paradoksal-
nie okazalo sig, ze najlepsze wyniki w przypadku obu uszk o-
dzen otrzymano dla parametréw zwiazanych z najmniejszymi
i najwigkszymi czestotliwos$ciami widma przy predkosciach
2-4 km/h. Moze mie¢ to zwigzek z wystepowaniem wyzszych
sktadowych harmonicznych wywotanych drganiami nisk o-
czgstotliwosciowymi, ale o wigkszej stabilno$ci ze wzgledu
na wigksza liczba okresdéw takich drgan jak i wieksza moc
sygnatu w tym zakresie. Nieco gorsze i bardziej nieregularne
wyniki uzyskano w przypadku awarii ttumika ciernego dla
sygnaléw pomiarowych przy duzej predkosci ruchu wagonu
(rys. 2c). Powodem takiej nieregularnoéci jest prawdopodob-
nie mata liczba dostepnych przykladéw takich sygnalow,
zaledwie 27 przyktadéw ogodtem, czyli 13-14 przykiadéw do

naukiftestu. Tak mata liczba przyktadéw przy du zej zmienno-

§ci atrybutow, takich jak: predkosé (10-16 km/h), typ prze-
szkody (blaszka, klin) oraz typ czujnika (piezoelekiryczny,
pojemnos$ciowy) jest przyczyna braku odpowiedniej repre-
zentacji wszystkich kombinacji powyzszych atrybutéw w
zbiorze do nauki i tym samym prowadzi do btednego skore-
lowania niektdrych atrybutéw z klasami uszkodze co jest
widoczne zwiaszcza w wypadku losowego podziatu zbioru
do testu i nauki (8-21% bledow testu) w pordéwnaniu do po-
dziatu na parzyste/nieparzyste (6-16%). Przy pewnym szcze-
gélnym doborze parametréw w zakresie 20-2000 Hz dla tej
same;j klasy uszkodzenia przy predkoéciach 10-16 km/h uzy-
skano ponizej 1% btedu dla podzialu parzyste/nieparzyste, co
moze §wiadczyé o wigkszej iloéci informacji dotyczacej
awaril thumika ciemmego mozliwej do uzyskania z sygnatow
pomiarowych przy duzych predkosciach ruchu wagonu, jed-
nak pelnego potwierdzenia tych rezultatéw mo zna oczekiwad
dopiero po wykonaniu wigkszej liczby pomiaréw.
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Rys. 3. Wyniki klasyfikacji przyktaddéw testowych w zaleznoéei od liczby ncuronéw w warstwie ukrytej sieci ncuronowej

W kolejnej serii eksperymentéw pordwnano S$redni biad
klasyfikacji przykltadow testowych dla réznych liczb neuro-
néw w warstwie ukrytej sieci neuronowej na oddzielnych
wykresach dla obu klas uszkodzef. Przy obu uszkodzeniach
poziom btedu wyraznie zmniejsza si¢ wraz z wigksza liczbg
neuronow w warstwie ukrytej; co moze by¢ zwiazane z duzg
ztozonoscig 1 wielowymiarowo$cia problemu wymagajaca
stosowania sieci o bardziej rozbudowanej architekturze, do-
stosowanej do bardziej skomplikowanych, wielomodalnych
rozktadéw warto$ci poszczegdlnych parametrdw i tym sa-
mym zakodowania informacji o klasach uszkodzen raczej w
wickszych  grupach niz w  pojedynczych parame-
trach (wielowymiarowo$¢ problemu). Dla potwierdzenia
duzej wielowymiarowosci problemu wykonano ekspery-
menty z klasyfikacja wielu grup jedno, dwu 1 trdjparametro-
wych 1 uzyskano wyniki duzo gorsze niz dla grupy o$miopa-
rametrowej. Potwierdzeniem natomiast duzej zlozonosci
problemu mogg by¢ wyniki klasyfikacji grupy o$mioparame-
trowe] uzyskane przy pomocy algorytmu najbli Zszego sasiada
(dany przykiad testowy zostaje zakwalifikowany do tej klasy,
do ktérej nalezy najblizszy przyklad w sensie odleglosci
euklidesowej w przestrzeni 8-wymiarowej). Przy takim spo-
sobie obliczania odleglosci wszystkie wymiary (parametry)
traktowane sg réwnorzednie bez uwzglednienia roznic w ich
istotnoéci czy wreszcie istotnoéci ich poszczegélnych zakre-
sow warto$ci. Dla algorytmu najblizszego sasiada przy pred-
kosciach 2-4 km/h uzyskano odpowiednio 30-40% bledu dla
awaril ttumika ciernego i 50% btedu (dla 2 klas oznacza to
brak jakiejkolwiek informacji dyskryminacyjnej) dla uszko-
dzenia sprezyny.

W przypadku symulacji uszkodzenia sprezyny (rys. 3a)
ujawnia si¢ ponadto wyrazny podzial pomig¢dzy wynikami
klasyfikacji dla pomiaréw przy matych i duzych predko-
Sciach. Trochg inaczej jest w przypadku awarii ttumika cier-
nego (rys. 3b), gdzie analogicznie do rysunku (rys. 2c) duzy
blad klasyfikacji przyktadow testowych przy duzych predko-
Sciach jest spowodowany raczej malq liczba przykladow w
tym zakresie predkosci i w miarg powigkszania zbioru przy-
ktadow pomiarowych moze jeszcze okazaé si¢ mniejszy niz
dla matych predkosci ruchu wagondéw. Dla potwierdzenia tej
tezy przy klasyfikacji obu typéw uszkodzen sprawdzono
liczbe btednych klasyfikacji dla poszczegolnych przyktadow

i okazalo sig, ze mozna wyrdzni¢ zaledwie po kilka przykta-
dow dla r6znych typow uszkodzen, ktére sg przyczyna wiek-
szoéci bledéw. Sa to prawdopodobnie przyklady o warto-
Sciach parametréw wyraznie odbiegajacych od wartosci po-
zostatych przykladéw, prawdopodobnie wynikajacymi z
duzego bigdu pomiaru. Stad kolejnym wnioskiem jest bez-
celowo$¢ dalszych poszukiwan lepszych metod parametryza-
cji badz-lepszych metod budowy i treningu sieci neuronowe;j
przy obecnej liczbie przyktadow do nauki.

4. Wizualizacja danych pomiarowych

W celu weryfikacji przydatnosci do klasyfikacji wybranej
grupy parametrow, jak rowniez wizualnej oceny stopnia
separowalnosci podzbiorow przykiadéw nalezacych do réz-
nych klas istnieje mozliwo$é wizualizacji rozkiadu danych
pomiarowych po zmniejszeniu wymiarowos$ci wektorow
parametréw do dwdéch lub trzech wymiaréw. Do tego celu
uzy¢ mozna transformacji liniowej lub nieliniowej. Do bar-
dziej znanych = transformacji nieliniowych nalezy metoda
wykorzystujaca autoasocjacyjna, 4-warstwowa sie¢ neuro-
nowa [1,6] lub metoda Sammona [9] bazujaca na kryterium
maksymalnego zachowania odlegtosci pomigdzy punktami w

przestrzeni o zmniejszonej liczbie wymiar6w w stosunku do -

przestrzeni wejéciowej. Najprostsza jednak metoda zmmiej-
szenia wymiarowoS$ci jest transformacja liniowa polegajaca
na rzutowaniu punktéw z przestrzenit wejS$ciowej na plasz-
czyzng, w przypadku 2-wymiarowej przestrzeni wyjsciowej,
wyznaczong przez dwa kierunki odpowiadajace najwigkszej
wariancji warto$ci parametrow. W literaturze przyjmuje sie
dwie réwnorzedne nazwy tej transformacji: PCA lub metoda
Karhunena-Loeve. Metoda opiera si¢ na wyznaczeniu macie-
rzy kowariancji parametrow:

1 & ,
K :FZ(C,. —We W, @
i=1

gdzie P - liczba przyktadow, ¢; - wektor kolumnowy parame-
tréw dla i-tego przykiadu, p - wektor wartosci parametrow
usrednionych po wszystkich przyktadach opisany wzorem:
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Wektory wlasne macierzy kowariancji odpowiadajace naj-
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najwiekszym rozproszeniu warto$ci parametrow. Transfor-
macje PCA mozna wyobrazi¢ sobie jako obrét osi wspol-
rzednych w przestrzeni wielowymiarowej, tak, by poszcze-
goblne osie odpowiadaly kierunkom kolejnych maksymalnych
rozproszen warto$ci parametrow.
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Rys. 4. Rozktad przyktadéw pomiarowych po parametryzacji i zmniejszenin wymiarowdci przestrzeni parametréw
do 2 wymiaréw metods transformacji PCA
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Na rysunku 4 przedstawione sa zbiory punktéw odpowia-
dajace przyktadom pomiarowym w postaci standardowych
‘wektor6w 8-parametrowych (§rednie amplitudy w wybranych
przedziatach widma) sprowadzonych do dwoéch wymiaréw
przy pomocy transformacji PCA. Na poszczegdlnych wykre-
sach fatwo mozna zauwazy¢ pewne zgrupowania przyktadéw
nalezacych do réznych klas w oddzielnych rejonach plasz-
czyzny, §wiadczace o istnieniu pewnych cech charaktery-
stycznych dla poszczegdlnych klas. Nalezy zdaé sobie po-
padto sprawe z tego, ze sama transformacja PCA znacznie
zmniejsza separowalno$¢ wyjsciowych wektordéw cech z
powodu swojej liniowosci, jak réwniez nieuwzglednienia w
duzej mierze nieproporcjonalnego stosunku istotno$ci para-
metrdw do wielkosci rozrzutu ich warto$ci (parametry o

" malym rozproszeniu wartoci mogg zawieraé wigeej infor-

macji o przynaleznosci do poszczegélnych klas i na odwrdt).
Biorac pod uwage powyzsze wady transformacji PCA mozna
przypuszczaé, ze w przestrzeni wejéciowej (przed wizualiza-
cja) stopien separowalnosci klas jest znacznie lepszy.

5. Wnioski

Po wykonaniu szeregu eksperymentéw klasyfikacji znacznie
poszerzonego zbioru przykladéw w stosunku do ekspery-
mentéw opisanych w artykule poprzednim [2] uzyskano
dobre wyniki potwierdzajace wczesniejsze wnioski o przy-
datno$ci metod uczenia, a zwlaszcza zastosowania sztucznej
sieci neuronowej przy odpowiednio dobranej grupie parame-
trow wejSciowych do diagnostyki wibroakustycznej ukiadéw
biegowych pojazdoéw szynowych. W przebadanych sygnatach
stwierdzono wystarczajaca zawarto$¢ informacji umozliwia-
jaca klasyfikacje uszkodzeti dwoéch typow, co potwierdzaja
réwniez wykresy rozmieszczenia przykladowych sygnatéw
po ich wizualizacji.

W przypadku symulacji uszkodzenia sprezyny w zawie-
szeniu I stopnia pierwszego kota uzyskano blad klasyfikacji
przykladow testowych w zbiorze sygnatdw mierzonych przy
predkosciach 2-4 kmvh 1 przy standardowym zbiorze para-
metrow zwigzanych z pasmem 20-1000 Hz czestotliwosci
widma na poziomie 5% dla losowego podziatu przyktadow
do nauki/testu, oraz 3% dla podzialu na przyktady o nume-
rach parzystych i nieparzystych. W przypadku symulacji
awarii thumika §ciernego uzyskaho biad testu na poziomie
9,5% dla losowego podziatu przykladéw do nauki/testu, oraz
1,5% dla podzialu na przyktady o numerach parzystych i
nieparzystych w obrebie predkoSci 2-4 km/h i najlepiej do-
branej grupy parametrow wydobytych z gérnego pasma czg-
stotliwosci (700-9000Hz). Znacznie wigkszy poziom bledu

- uzyskiwano dla przyktadéw pozyskanych przy predkosciach

10-16 km/h, jednak z powodu matej liczby przyktadow w
zakresie tych predko$ci uzyskane wyniki sa bardzo nieregu-
larnie roztozone w zalezno$ci od zakresu badanej czgstotli-
woscl, o duzym odchyleniu od wartoSci §redniej 1 tym samym
mato wiarygodne. Wyniki niektérych eksperymentéw dla
odpowiednio dobranej grupy parametréw w przypadku awarii
tlumika w tym zakresie predkosci sg bardzo obiecujace i
celowe wydaje sie potwierdzenie tych wynikéw po dokona-
niu wigkszej liczby pomiaréw.

Uzyskane w trakcie eksperymentdéw wyniki potwierdzity
rowniez celowos$¢ podziatu problemu klasyfikacji na 4 pod-
problemy, oddzielne dla réznych zakreséw predkosel i dla
réznych klas uszkodzen. Dla kazdej z 2 badanych klas znale-

ziono inne grupy parametrow umozliwiajgce uzyskanie
optymalnych wynikéw klasyfikacji, z czego wynika koniecz-
noé¢ oddzielnej parametryzacji 1 tym samym klasyfikacji dla
kazdego uszkodzenia w celu uzyskania optymalnych wyni-
kow klasyfikacji calego zbioru przyktadow.

6. Dyskusja

Pomimo dobrych wynikéw uzyskanych przy pomocy zapro--

ponowanego w tej pracy systemu klasyfikujacego istnieja
mozliwosci budowy systemu jeszcze lepiej rozwiazujacego
ten problem klagyfikacji. Warunkiem wdrozenia ‘takiego
systemu jest zwigkszenie liczby pomiaréw w celu uzyskania
odpowiedniego stopnia wiarygodno§ci poréwnania jego wy-
nikéw z wynikami systemu juz istniejacego.

Niewiadoma pozostaje jednak separowalno$¢ sygnalow
pomiarowych w przypadku wystegpowania bardzo duzej,

spotykanej w praktyce, liczby typow uszkodzen. OdpowiedZ .

na to pytanie moga przynie$é dalsze pomiary uwzgledniajace
wiele typow uszkodzen lub analiza doktadnych modeli ma-
tematycznych uszkodzonych pojazdéw. Modelami takimi
moga by¢ modele opisywane w pracy [11] po weryfikacji ich
zgodnoéci z dotychczas przeprowadzonymi pomiarami.

W fazie ekstrakcji i selekeji cech istotnych (parametréw)
mozliwe jest zastosowanie metod programowania genetycz-
nego [8,10], umozliwiajacego automatyczna ekstrakcj¢ cech
istotnych w oparciu o genetyczne metody selekcji i rekombi-
nacji najlepszych funkcji lub programéw operujacych bezpo-
$rednio na probkach sygnatu jako argumentach wej$ciowych.
Funkcja przystosowania poszczegdlnych programow bylaby
w tym wypadku obliczana jako $rednia biedu klasyfikacji
przyktadow testowych przez standardowy klasyfikator, np.
sie¢ neuronows. Jednak zmierzenie w tym wypadku stopnia
przystosowania wymaga duzej liczby przyktadéw do nauki i
testu.

W fazie klasyfikacji przykltadow przy pomocy sieci neu-
ronowej mozliwe wydaje sig¢ zwigkszenie jej zdolnosci gene-
ralizacji (uogélniania) poprzez wprowadzenie nauki z kryty-
kiem tzn. bez podawania informacji o konkretnych klasach
poszczegblnych przyktadow, a jedynie ogélnej oceny klasy-
fikacji przyktadéw do nauki. Taki sposéb uczenia umozliwia
nie tylko nauczenie sieci rozpoznawania zadanych wzorc6w,
ale réwniez skomplikowanego, wielomodainego rozktadu
warto§ci parametréw wejsciowych.
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